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ÖSSZEFOGLALÁS 

 

A növénytermesztés sikerének egyik kulcsfontosságú lépése a megfelelő 

gyomszabályozás. Cikkünkben a precíziós gazdálkodás adta gyomdetektálási és 

osztályozási módszereket vesszük sorra, kiemelten foglalkozva a gyomok által visszavert 

elektromágneses hullámok detektálásával. Ismertetjük a különböző kultúrnövényekben 

végzett szabadföldi és mesterséges környezetben végrehajtott kísérleteket, valamint 

bemutatjuk azok eredményeit. Megmutatjuk az alkalmazott kiértékelési módszereket, 

azok hiányosságait és ismertetjük a mesterséges intelligenciával kapcsolatos 

eredményeket, amelyek a jövőben áttörést jelenthetnek a gyomok detektálása és 

osztályozása tekintetében. Az összeállításban bemutatjuk a precíziós gyomszabályozás 

aktuális helyzetét, jövőbeli kihívásait és megoldásait.    

Kulcsszavak: precíziós (helyspecifikus) gyomszabályozás, detektálás, osztályozás, 

mesterséges intelligencia 

 

BEVEZETÉS 

 

Napjainkban komoly aggályok merülnek fel a talajjal és a vízellátottsággal 

kapcsolatban, mivel ezen erőforrásokat többé már nem tekintjük kimeríthetetlennek (Sun 

et al., 2017; Zhang et al., 2020). A precíziós gazdálkodás éppen ezen erőforrások 

megőrzésében nyújthat segítséget, emellett alkalmazásával növelhetjük a 

terméshozamokat és csökkenteni tudjuk a vetésterületek változatosságát, valamint a 
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kijutatott inputanyagok mennyiségét (Yost et al., 2017). Röviden kifejezve a precíziós 

gazdálkodás nem szól másról, mint a „megfelelő helyen, a megfelelő időben, a megfelelő 

termék előállítása” (Pivoto et al., 2018). 

Jelen cikkünk célja, hogy betekintést nyerjünk a precíziós gazdálkodás, azon belül pedig 

a gyomszabályozás aktuális helyzetébe, bemutassuk a rendelkezésre álló eszközöket, 

elvégzett kísérleteket, publikált eredményeket, valamint a gyomok detektálását és 

osztályozását hátráltató problémákat.  

 

IRODALMI ÁTTEKINTÉS 

 

Precíziós gazdálkodás  

De Clercq et al. (2018) szerint a precíziós gazdálkodásra tekinthetünk úgy is, mint a 

mezőgazdaság 4.0 korszaka, amely ígérete szerint forradalmasítja a mezőgazdasági 

termelést a monitoring és intervenciós technológiák által. Célja a termelés 

hatékonyságának növelése és a környezeti hatások csökkentése. A precíziós gazdálkodás 

során használt informatikai technológiák (Information Technologies - IT) alkalmazásával 

különböző adatok gyűjthetők össze a táblákról, amelyek segítik a gazdákat, hogy 

könnyebben felismerhessék a termelési erőforrások térbeli és időbeli változásait (Aubert 

et al., 2012). Paxton et al. (2011) szerint az IT-k hozzájárulnak a megfelelő 

döntéshozáshoz műszaki, gazdasági és környezetvédelmi szempontból is. A fejlett 

információfeldolgozási technológiáknak köszönhetően, olyan innovatív, a precíziós 

gazdálkodás alapjául szolgáló rendszerszemléletek segítik a gazdálkodók termelését, 

mint a különböző mennyiségű kijuttatási technológiák, a légi és műholdas távérzékelés, 

a multispektrális és hiperspektrális földközeli eszközök, számítógépes modellezések, 

globális helymeghatározó rendszerek (GPS), valamint a földrajzi információs rendszerek 

(GIS) (Waheed et al., 2006).  A számítógépes látási technikák (Computer vision 

technologies) digitális képeket használnak a világ észlelésére és megértésére, képesek 

pontos, helyspecifikus információkat szolgáltatni a növényekről és azok környezetéről. 

Alkalmazástól függően a számítógépes látórendszer (Computer vision system) különböző 

érzékelési módokat használ, mint például a színes vagy RGB (red, green, blue) 

képalkotást, amely vizuális szemrevételezés céljából szimulálja az emberi látást, míg a 

közeli infravörös (NIR), multispektrális vagy hiperspektrális képalkotást a nehezebben 

megfogható biológiai folyamatok érzékeléséhez, a távolságmérő érzékelőket pedig a 
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geometriai méréseknél veszi igénybe. A hiperspektrális képeken közvetlen értékelést 

végezhetünk a vizsgált anyagon, valamint a kiválasztott paraméter földrajzi eloszlását is 

megtudhatjuk (Lodhi et al., 2019). Több kutató is hiperspektrális képek segítségével 

vizsgálta a növények klorofill tartalmát, gombás betegségeit vagy éppen a szárazságtűrő 

képességüket (Yang et al., 2015; Bauriegel et al., 2014; Gerhards et al., 2019). 

Napjainkban a gépi látást széles körben használják a precíziós mezőgazdasági 

feladatoknál, mint például a növények monitorozása, valamint fenotípus vizsgálata, a 

gyomirtás, a betakarítás, a járművezetés és a hozamtérképezés (Bulanon et al., 2020; 

Mavridou et al., 2019; Patrício et al., 2018; Wang et al., 2019; Wang et al., 2022). 

 

Helyspecifikus gyomszabályozás 

A növényvédelem egy viszonylag új alkalmazási iránya a helyspecifikus 

gyomszabályozás (Site Specific Weed Management - SSWM). A gyomok veszélyforrást 

jelenthetnek a környezetre, az emberi egészségre, a mezőgazdasági termelékenységre, 

környezetvédelmi szempontból pedig megzavarják az ökológiai társulások egyensúlyát 

és csökkentik a fajok sokszínűségét (Adkins et al., 2014; Gharde et al., 2018). A 

hagyományos kijuttatáshoz képest - ami a tábla teljes területén történik - a helyspecifikus 

gyomszabályozásnál csak a gyomokkal borított területre juttatunk ki növényvédő szert, 

mellyel jelentősen csökkentjük a herbicidek által okozott környezeti terhelést (Lottes et 

al., 2018). Haug et al. (2014) szerint a helyspecifikus növényvédelem sikere a gyomok 

és kultúrnövények pontos megkülönböztetésén alapul. A gyomnövények kimutatásában 

nagy segítséget jelenthet a pilóta nélküli légijárműk (UAV-Unmanned Aerial Vehicle) 

alkalmazása, ahol két különböző megközelítés létezik. Egyik módszer a spektrális 

különbözőség, mivel a gyom- és kultúrnövény által visszavert elektromágneses hullámok 

spektrumai között különbségek mutathatók ki, amely már hosszú múltra tekint vissza a 

nem UAV távérzékelés tekintetében is (López-Granados, 2011). A másik eljárást a 

gyomnövények tenyészidőszakának kezdetén, röviddel a csírázás után használják. Ennél 

a megoldásnál nagy felbontású képekre van szükség, amelyekhez az UAV-k egyedülálló 

lehetőséget kínálnak. Az objektum alapú képelemzési (OBIA - Object-Based Image 

Analysis) módszerek felülmúlják a hagyományos pixel-alapú módszereket. Az OBIA 

módszerben az elemzések nem egyedi pixeleken, hanem hasonló spektrális tulajdonságú 

objektumokon, szomszédos pixelcsoportokon történik. Jó eredmények érhetők el 

(módosított) RGB kamerákkal, mivel ezen eszközök térbeli felbontása meghaladja a 
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spektrális felbontást. A jelenlegi kutatások biztató eredményeket mutatnak a gyomok 

soron belüli kimutatásával kapcsolatban (De Castro, 2018), valamint a félig automatizált 

módszereknél is, ahol a gépi tanulásos technológiákat (Machine learning technology) 

használják a gyomok-kultúrnövények kiszűrésére, amelyek jelentősen csökkentik a 

gyomok kézi osztályozásának időigényes munkáját a tanuló adatbázis elkészítése során 

(Gao et al., 2018; Khan et al., 2022). A precíziós gyomszabályozásban a 

hozamnövekedés tekintetében is nagy potenciál rejlik, azonban a rendszer legfőbb 

akadályát egy olyan gyomdetektáló algoritmus kifejlesztésével lehetne megszüntetni, 

amelyet komplex növénytermesztési környezetben is lehetne alkalmazni (Olsen et al., 

2019).   

 

Elektromágneses hullámhossztartományok és az azokat mérő érzékelők 

A leggyakrabban használt felszínközeli valós idejű szenzorok a spektometrikus, 

optoelektronikus és RGB-NIR képérzékelők. A spektrometrikus érzékelők több 

hullámhosszon mérik a visszaverődés intenzitását, ezáltal elegendő információt 

szolgáltatnak a vegetáció és a talajok megkülönböztetéséhez, ellenben ez a módszer a 

fajok differenciálásához már kevés, különösen a korai fejlődési stádiumban, amikor a 

kultúrnövényeknek és a gyomoknak nagyon hasonlóak a visszaverődési tulajdonságaik 

(López-Granados, 2011; Peteinatos et al., 2014).   

Számos esetben a VIS-NIR (Visible-Near Infrared) spektroszkópia segítségével 

különítik el a gyomnövényeket a kultúrnövényektől, azonban ezek a kutatások 

rendszerint laboratóriumi vizsgálatokra korlátozódnak, gyakran kemometriás módszerek 

segítségével választják ki a megfelelő hullámhosszokat, valamint állapítják meg a 

kalibrációs modelleket (Che’Ya, 2016; Dammer et al., 2013; de Castro et al., 2012). 

Az elektromágneses spektrum kiemelt (gyomdetektálás szempontjából fontos) 

tartományai (1. ábra): 

- Látható fénytartomány (VIS-Visible; 380–720 nm) (2. ábra): A látható 

hullámhossz 380-tól 720 nm-ig terjed. A zöld növények fő fotoszintetikus 

pigmentje - a klorofill - ami csak a látható fényt (380–500 nm) képes megkötni. 

Ezt a sugárzási tartományt nevezzük fotoszintetikusan aktív radiációnak (PAR) 

(Turcsányi et al., 2005). Elsősorban az élő növényzetnél alacsony a 

visszatükröződés, ami 5-10%-nál kevesebb is lehet, viszont a zöld csúcsnál (green 

peak ~550 nm) a visszaverődés akár több mint kétszerese lehet a környező 
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hullámhosszokhoz viszonyítva. A növények levélpigmentjei fontos tényezők a 

megkülönböztethetőség szempontjából (Fernandes et al., 2013), annak ellenére is, 

hogy a látható fény hullámhosszai általában kevésbé összehasonlíthatók, mint a 

hosszabb hullámhosszok (Asner, 1998; Ollinger, 2011). A pigmentek közül a 

klorofill A és B befolyásolja legnagyobb mértékben az abszorpciót. A legtöbb 

osztályozás a látható fénytartományban történik, ebből is a vizsgálatok során csak 

bizonyos sávokat választanak ki. A látható fénytartomány három nagy sávra 

osztható fel, amelyek azt szinte teljesen lefedik: a kék / kék-zöld széle (400–499 

nm), a zöld csúcspontja 550 nm körül, és a vörös minimum (650–700 nm) 

(Thenkabail et al., 1999). 

 

 

1. ábra: Egyedi levél fénymegkötése a klorofill a, klorofill b és karotinoidok 

tekintetében (Anda et al., 2010) 

Figure 1: Individual leaf light fixation with respect to chlorophyll a, chlorophyll b and 

carotenoids (Anda et al., 2010) 

 

- Közeli infravörös (NIR–Near Infrared; 680–1327 nm) (2. ábra): Vannak szerzők, 

akik a NIR tartományt úgy definiálják, hogy az a vörös részen belüli 

hullámhosszakat (680–780 nm) is tartalmazza (Jonas et al., 2010), azonban a 

legtöbb szerző a vörös vállon, vagy vörös élen túli tartományt tekinti csak annak 

(Cortés et al., 2019; Chen et al., 2020). Ezek alapján a NIR a 780–1327 nm közé 

tehető. A nagy visszaverődés oka a levélszerkezeten belül található fotonok 
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szétszóródása, mivel a folyékony vízből a levegőbe kerülés során törésmutató 

változás történik a sejtközötti terekben (Kniplin, 1970). Az abszorpció mértéke a 

levélvastagságtól függően változhat (Clark, 2005). Magas szintű intraspecifikus 

(fajon belüli) variabilitást állapítottak meg a NIR-ben és összefüggéseket találtak 

a levelek életkorával, valamint a víz és a klorofill koncentrációjával kapcsolatban 

(Dat, 2000). 

 

2. ábra: Különböző anyagok visszaverődési spektrumai az elektromágneses hullámok 

függvényében (Ashraf et al., 2011) 

Figure 2: Reflectance spectrum of different materials (Ashraf et al., 2011) 

 

Ezen tulajdonságok figyelembevételével alkották meg az optoelektronikus szenzorokat 

is, bár ezek kevés spektrális sávban mérik a visszaverődés erősségét, rendszerint egyben 

vagy kettőben a vörös/közeli infravörös (R/NIR) régióban. Az eszközök nagyon gyorsan, 

eredményesen és költséghatékonyan különböztetik meg a vegetációt a háttértől (talajtól). 

A WeedSeeker®, GreenSeeker® (Trimble Agriculture, Sunnyvale, CA, USA) és WEED-

it (Rometron, CJ Steenderen, Hollandia) nagyon népszerű növényérzékelő eszközök a 

piacon (Peteinatos et al., 2014; Tremblay et al., 2009). 
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ANYAG ÉS MÓDSZER 

 

A kutatók számos érzékelési módszert vizsgáltak, mint a gépi látás (machine vision) 

(García-Santillán et al., 2018, Li et al., 2022), látható és közeli infravörös (VIS-NIR) 

spektroszkópia (Shapira et al., 2013; Zwiggelaar, 1998), multi-/hiper-spektrális képek 

(Huang et al., 2016), fluoreszencia (Longchamps et al., 2009) és távolság érzékelő 

technikák (fény-, távolság-LiDAR [Light Detection and Ranging] és ultrahang érzékelés) 

(Andújar et al., 2013; Reiser et al., 2017). Ezeket a módszereket kétféle módon 

kategorizálhatjuk: légi távérzékelés és földi(közeli) technikák (Lin, 2009).  

A légi távérzékelés eszközei közé tartoznak a különböző műholdak, léggömbök, 

repülőgépek és a pilóta nélküli légijárművek (UAV). Ezen eszközök felhasználási területe 

rendkívül széles, de ha csak az utóbbi éveket vesszük figyelembe, akkor a pilóta nélküli 

légijárművek vagy másnéven drónok térhódítása és azok alkalmazása robbanásszerű 

növekedést ért el (Padró et al., 2019; Li et al., 2020; Kumar et al., 2022). 

Megjelenésükkel új fejezetet nyitottak a távérzékelésben, mivel példátlan mértékű térbeli, 

spektrális és időbeli felbontású adatokat szolgáltatnak (Colomina et al., 2014). További 

előnyük, hogy nagyon rugalmasak, könnyen kezelhetőek és igény szerint történhet az 

adatgyűjtés. Emiatt az UAV-re tekinthetünk úgy is, mint egy új technikai eszköz, amellyel 

gyorsan és taposásmentesen nyerhetjük ki a szántóföldi növények fenotípus információit 

(Liu et al., 2016). A drónok használatával lehetőségünk nyílik területi térképek 

felfrissítésére vagy készítésére, 3D-s modellek előállítására. Létrehozhatjuk a talaj, a 

növények és az öntözés monitoring rendszerét, vegetációs indexeket számolhatunk ki, 

előrejelezhetjük a várható terméshozamot, kimutathatjuk az eróziós, száraz vagy 

extrudált részeket, valamint nyomon követhetjük a termékek minőségét a betakarítás 

során. Térképkészítésnél az összes objektum pontos koordinátájának segítségével 

lehetőségünk nyílik vizuális elemzések elkészítésére legfeljebb néhány pixel pontosságig 

(Mogili et al., 2018). Azonban érdemes megjegyezni, hogy ezek az eszközök csak 

„hordozók”, az adatok minősége és mennyisége a rajtuk lévő szenzoroktól vagy 

kameráktól függ.  

A földi(közeli) technikai eszközök is csak egy „hordozók”. A mérések általában földhöz 

közeli vagy fixen telepített állomásokra felszerelt érzékelők segítségével valósulnak meg. 

Andújar et al. (2013) egy quadra szerelt LIDAR szenzorral végeztek földközeli 

érzékelést, míg Ranjan et al., (2019) bab földön növényi stresszt vizsgálták, valamint 
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hozambecslést végeztek ugyanezzel a technológiával. A távérzékelési technikák kiválóan 

alkalmazhatók térképkészítés vagy nagy területek vizsgálatánál, hátrányuk viszont, hogy 

nem használhatók valós idejű folyamatoknál, valamint a képek térbeli felbontása is 

alacsonyabb, mint a földközeli technikáké (López-Granados, 2011). 

 

RGB érzékelők 

A gyomdetektálás során számtalan módszert és eszközt alkalmaznak a kutatók. A 

legelterjedtebb mind közül az RGB kamera, amely a többi készülékhez képest olcsóbb és 

bárhol könnyen elérhető (Gao et al., 2018). További előnye, hogy nagy a képek felbontása 

és gyors a detektálás sebessége, amelyek mind elengedhetetlenek a precíziós gazdálkodás 

eszközeinek használata során.  Ezen felül az elkészített képeket könnyen be lehet tölteni 

a gépi tanulási algoritmusokba és fel lehet használni az olyan számítógépes látási 

megoldásoknál, mint az osztályozás vagy a tárgyfelismerés. Hátránya viszont, hogy igen 

érzékeny a terepi fényviszonyváltozásokra, amelyek a képek szegmentálásánál és az 

objektumok felismerésénél lenne fontos. A probléma megoldására egy mesterséges 

világítással ellátott zárt képalkotó teret kell kialakítani (Giselsson et al., 2017).  

Meng et al. (2015) HSI (Hue Saturation Intensity) színmodellt alkalmazott a változó 

fényviszonyok színes képekre gyakorolt hatásának csökkentésére és szürkeárnyalatos 

képet állított elő H komponensekkel. A kísérlet során szétválasztotta a színes és a 

monokromatikus (egyszínű) komponenseket, ezáltal lehetősége nyílt a fekete-fehér 

képekre alkalmazott algoritmusok használatára. 

Guerrero et al. (2017) három különböző fejlődésű stádiumban lévő kukoricában 

végeztek állomány- és gyomdetektálást (3. ábra). A kutatásaikat két fő részre lehet 

osztani. Először a vetési sorok felismerését végezték a kiváló minőségű képek 

szegmentálása alapján, ahol a növények fehér képpontként jelentek meg, a fennmaradó 

rész pedig feketeként. Ezt követően a vetési sorok alapján számították ki a gyomsűrűséget 

és végezték a traktor irányítását. 
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3. ábra: (a) Eredeti RGB kép, (b) COM index az (a)-ból, (c) Bináris kép Otsu módszere 

után (Guerrero et al., 2017) 

Figure 3: (a) Original image; (b) COM index from (a); (c) Binary image after Otsu 

thresholding (Guerrero et al., 2017) 

 

Multispektrális érzékelők 

Az RGB kamerákkal összevetve a multispektrális képkészítő eszközök nem 

korlátozódnak csak a látható fénytartományra, hanem az ultraibolya, a közeli infravörös 

és az infravörös spektrumokban is használhatók, attól függően, hogy milyen tartományt 

tudnak mérni a szenzorok (Bi et al., 2019). A hiperspektrális érzékelőkkel ellentétben, a 

képalkotó szenzorok által készített képek (RGB képek, multispektrális képek - MSI) nagy 

térbeli felbontással rendelkeznek, ellenben kisszámú spektrális sávot tartalmaznak 

(Goshtasby et al., 2007). 

Matese et al. (2013) egy szőlőültetvényt térképeztek fel és multispektrális kamera 

képeiből számolták az NDVI indexet. Shendryk et al. (2020) Ausztrália nedves trópusi 

régiójában két cukornád ültetvényen végeztek kísérletet, ahol multispektrális képek és 

LiDAR segítségével próbálták meghatározni a biomassza és a levelek 

nitrogéntartalmának mennyiségét.  

 

Hiperspektrális érzékelők 

A hiperspektrális képalkotás egy olyan technika, ahol a fény széles spektrumát 

képpontonként (pixelenként) mérjük és ezáltal kapjuk az elemzésekhez szükséges 

információkat (Moshou et al., 2005). A hiperspektrális képérzékelők több tucat vagy akár 

több száz spektrális sávot is képesek összegyűjteni a spektrumok széles tartományából. 

Az anyagoknak különböző hullámhosszokon eltérő reflektanciájuk van, ezért a 

hiperspektrális képeknél (HSI) képesek vagyunk pontosan meghatározni az anyagokhoz 

https://www.sciencedirect.com/science/article/pii/S0303243420303457#!
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tartozó széles spektrumtartományú egyedi spektrumokat. Ily módon a hiperspektrális 

képalkotás széleskörűen alkalmazható a távérzékelési feladatok során (Bioucas-Dias et 

al., 2013). Azonban meg van ennek a hátránya is, mivel a hiperspektrális képek általában 

sok sávval rendelkeznek, ellenben alacsony a térbeli felbontásuk. A hiperspektrális képek 

térbeli felbontásának javítására egy hatékony és gazdaság megoldás a képfúzió (4. ábra). 

Egyre több érzékelő képes egyszerre begyűjteni a HSI-t és a nagy felbontású MSI-t 

ugyanarról a helyről, ezáltal a nagy spektrális és a nagy térbeli felbontás is elérhető, 

amelyet HSI-MSI fúziónak (Fused HSI) neveznek (Goshtasby et al., 2007). A hibák 

elkerülése végett, azonban mindig érdemes vizuális ellenőrzést tartani, mivel a képek 

egyesítése során előfordulhat, hogy a szimulált adatfúzió és a valós fúzió nem pontosan 

egyezik egymással (Dian et al., 2020).  

 

 

4. ábra: HSI (Hiperspektrális képek) és MSI (multispektrális képek) fúziójának 

illusztrációja (Dian et al., 2020) 

Figure 4: The illustration of the HSI (Hyperspectral image) and MSI (Multispectral 

image) fusion (Dian et al., 2020) 

 

Waheed et al. (2006) szerint a hiperspektrális távérzékelési adatok sokrétűbb 

információkat szolgáltatnak a mezőgazdasági termesztésnél. A hiperspektrális 

képfeldolgozás felhasználható mindenfajta új és hatékony mezőgazdasági célra (Teke et 

al., 2013), mint például a levélben történő nitrogénfelhalmozódás (Wei et al., 2008), 

nitrogénhiány, valamint az invazív gyomfajok megállapítására (Goel et al., 2003), 

levélterület index (LAI) számításra (Liu et al., 2016), és növényi betegségek kimutatására 

(Zhang et al., 2003). Moshou et al. (2005) vizsgálataik során megállapították, hogy a 
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hiperspektrális és multispektrális képekből az előtt lehet azonosítani egy betegséget, hogy 

annak látható tünetei lennének, és ez alapján 94,5%-os pontossággal meg lehet 

különböztetni őket az egészséges növényektől.   

 

Hőérzékelők 

A hőképalkotás egy non-destruktív technika a hőmérséklet vizsgálatára az objektum 

által kibocsátott infravörös sugárzás alapján. A hőtérképek értékelésével adatokat 

tudhatunk meg a dimenzióról, a hőeloszlásról, valamint a struktúráról. A hőkamerák 

jellemzően alacsony felbontású kamerák (maximális felbontása 640×512 pixel vagy 0,33 

MP), és csak egy sávot képesek mérni a mikrobolométer szenzorokkal a hosszú hullámú 

infravörös régióban. Ezekkel az eszközökkel a levélzet hőmérsékletét is lehet mérni (Ali 

et al., 2020). Mangus et al. (2016) szerint számos kutatás bizonyította, hogy a termikus 

infravörös hullámhossz sokkal érzékenyebb a vízstresszre, mint más hullámhossz régiók 

(látható és infravörös tartomány). Érdekes módon külön-külön a hiperspektrális, valamint 

a hőadatok kiegészítő információkat szolgáltatnak a fertőzések állapotáról és stádiumáról, 

ezek kombinálásával viszont sokkal összetettebb képet kaphatunk a növényi kórokozók 

állapotának és stádiumának vizsgálatánál (Mahlein, 2016). López-López et al. (2016) 

megállapították, hogy a betegségek korai stádiumban történő felderítésére során a 

termikus indexek ugyanolyan erősnek bizonyultak, mint a hiperspektrális indexek. Egy 

táblázatban összefoglalva (1. táblázat) tekinthetjük meg a különböző szenzorok 

felhasználási területeit.  
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1. táblázat: Különböző szenzorok és azok alkalmazási területeik (Maes et al., 2019) 

Table 1: Overview of Applications and Suitability of Different Sensors (Maes et al., 

2019) 

Alkalmazás Szenzorok/kamera típusai 

 RGB Multispektrális Hiperspektrális Hő 

Szárazság 

stressz 

Detektálás korai stádiumban - - Aa NA 

Hosszútávú következmények  - NA NA A 

Kórokozók 

kimutatása 

Detektálás korai stádiumban - - NA NA 

Fertőzés súlyossága NA NA NA A 

Gyom 

detektálás 

Spektrális különbség - A NA - 

Objektum alapú NA NA - - 

Tápanyag  A NA NA A 

Növekedési 

erély 

Növekedési stádium NA - - - 

Levélmennyiség és biomassza NA NA - - 

Megdőlés NA - - A 

Hozam 

jóslás 

 A NA - - 

NA – nagyon alkalmas; A – alkalmas;  a, – A hiperspektrális adatokból ki kell számítani a nap okozta 

fluoreszcenciát 

 

Mesterséges intelligencia 

Leegyszerűsített megközelítés szerint a mesterséges intelligencia nem más, mint 

létrehozunk egy számítógépet, egy robotot vagy bármilyen eszközt, amely az emberi 

gondolkodás mintájára megoldja a problémákat (Sukhadia et al., 2020; Kundalia et al., 

2020). A mesterséges intelligencia fő alkalmazási területe a gépi tanulás (Machine 

learning), ahol a fejlődés gyors és jelentős (Kakkad et al., 2019; Sakthipriya et al., 2022). 

A gépi tanulás a döntéshozás során algoritmusokat alakít ki, így oldja meg az emberek 

számára túl komplex problémákat (Panchiwala et al., 2020; Talaviya et al., 2020). A gépi 

tanulás egyik iránya az úgynevezett mély tanulás (Deep learning), amely rengeteg időt és 

energiát spórol meg a programozóknak azáltal, hogy a feladatokat nem kell specifikálni 

vagy optimalizálni (Jha et al., 2019; Ahir et al., 2020). A mély tanulás ezzel 

forradalmasította a mesterséges intelligencia világát (5. ábra). A mesterséges neurális 

hálózatok (ANN - Artificial Neural Networks) nagyon rugalmasak a három réteggel - 

bemeneti réteg, többi réteg és a kimeneti réteg -, amelyek a mély tanuló neurális 

hálózatokat (deep learning neutral network) is alkotják. A mesterséges neurális 

hálózatokat az agyi idegrendszer mintájára építették fel és az információfeldolgozás is 

ehhez hasonlóan történik (Sladojevic et al., 2016; Pandya et al., 2020).     

https://www.sciencedirect.com/science/article/pii/S1360138518302693#tblfn0010
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5. ábra: Folyamatábra a neurális hálózatokról. Az egyszerű neurális hálózatoknál nem 

épül ki összeköttetés a többi réteg között, míg a mély tanuló neurális hálózatoknál 

kapcsolatban állnak egymással (Yanga et al., 2019) 

Figure 5: Flow diagram of neural networks. In simple neural networks, no connection is 

established between the other layers, while in deep learning neural networks they are 

connected to each other (Yanga et al., 2019) 

 

Mesterséges intelligencia a mezőgazdaságban 

A mesterséges intelligencia mezőgazdaságban történő alkalmazása megoldásokat 

szolgáltathat az olyan fontos kérdésekre - csak néhányat említve -, mint a kártevők és 

betegségek megjelenése, a vegyszerek nem megfelelő alkalmazása, a helytelen 

vízelvezetés és öntözés, gyomirtás, valamint a hozambecslés (Bannerjee et al., 2018). 

A gépi (mesterséges) látástechnikával történő képalkotás nagyon ígéretes eszköznek 

tűnik a precíziós gazdálkodás során, sok vizsgálat folyik ezzel kapcsolatban (Taghadomi-

Saberi, 2015; Wang et al., 2022; McCarthy et al., 2022). A mesterséges intelligenciát a 

gépi látásnál is használják és közös cél minden számítógépes látás alapú (computer 

vision-based) precíziós mezőgazdasági feladatban, hogy azonosítani tudjuk a kívánt 

objektumot (pl. mag vagy gyom), valamint meg tudjuk különböztetni a környezetétől. A 

mesterséges intelligencia bevezetése segíthet felgyorsítani ezen folyamatokat, mivel 

különböző modellek bevezetésére és tanítására (6. ábra) kerül sor (Lobet, 2017). A 

Konvulációs Neurális Hálózatok (CNN - Convolutional Neural Network) automatikusan 

kinyerik a szükséges tulajdonságokat, mielőtt elkezdenék osztályozási és detektálási 

feladatukat (Asad et al., 2019).  Olsen et al. (2019) a mély tanulásos struktúrát 
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alkalmazták, mely során 16 különböző gyomnövény képeit osztályozták sikeresen. Asad 

et al. (2019) repcében végezték kutatásukat ugyanezzel az eljárással. A mély tanulásos 

technikák megjelenésével a gyomtulajdonságok kinyerésének lépése, valamint az 

osztályozási lépés egybeolvad.  

 

 

6. ábra: Folyamatábra a javasolt gyomdetektálási módszertanhoz (Asad et al., 2019) 

Figure 6: Flow diagram for proposed weed detection methodology (Asad et al., 2019) 

 

EREDMÉNYEK 

 

Adatbázisok 

A precíziós gazdálkodás legkisebb és legfontosabb építőelemei az adatok. Az adatok 

begyűjtéséből építhetjük fel a szükséges adatbázisokat, amelyekre tekinthetünk úgy is, 

mint a gazdálkodók döntéstámogatói rendszere. Azonban nem elég, hogy begyűjtjük a 

szükséges adatbázisokat, azokat használni is kell. Ha még gyorsabb fejlődést szeretnénk 

elérni, akkor kölcsönös adatmegosztást kellene kialakítani egymás között, de a 

gazdálkodók jelenleg erre még nem gondolnak. Pedig számos előnnyel járna. Az 

adatkészletek nyilvánosan hozzáférhetővé tételével jelentős erőforrásokat spórolhatunk 

meg az adatok előkészítésénél, és ezzel lehetővé tesszük a képi elemzések, valamint a 

gépi tanulási algoritmusok fejlesztését a különböző kutatócsoportok számára (Lobet, 

2017). A számítógépes látással foglalkozók már használnak olyan képi adatbázisokat, 
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mint a COCO vagy a PASCAL VOC, amely figyelemreméltó sikereket ér el az 

objektumok detektálási, szegmentálási feladatainál, valamint a modellek kiépítésében. 

Azonban ezeknek az adathalomazoknak a képei az internetről származnak, illetve 

természeti képeket vagy tárgyakat ábrázolnak, amelyeket nem lehet integrálni a precíziós 

gazdálkodásba. Ellenben vannak olyan növényeket tartalmazó képi adatbázisok, mint a 

Leafsnap (Redmon et al., 2018), vagy a PlantVillage (Mohanty et al., 2016) ahol a gyűjtés 

elsősorban botanikai taxonómiára vagy növényi fenológiára irányul és ezeket a képeket 

laboratóriumi körülmények között gyűjtik össze. A számítógépes látású precíziós 

gazdálkodás sokkal speciálisabb adatbázist kíván meg az olyan feladatoknál, mint a 

robotirányítás vagy a növényvizsgálat, különös tekintettel a terepi körülmények között 

történő adatgyűjtés során, mint például a növények fejlődési stádiuma, a talajfelszín 

jellemzői és a változó fényviszonyok (Sun et al., 2017). A kutatók már sikeresen 

kialakították az ehhez kapcsolódó különböző adatbázisokat, mint például a CWFI-t vagy 

a gyomtérkép adatbázist. 

 

CWFI (crop/weed field image) adatbázis  

Haug et al., (2015) az elsők között publikálták a gyomszabályozásra szánt terepi 

adatbázisukat. Egy Bonirob (Ruchelshausen et al., 2009) autonóm terepi robotra szerelt 

multispektrális kamerával gyűjtöttek képeket egy répaföldön. A kamerát beárnyékolták 

és mesterséges megvilágítást alkalmaztak, hogy kiküszöböljék a változó 

fényviszonyokat, valamint csak a fényképezőgép vörös (R) és a NIR csatornáit használták 

fel a képalkotáshoz (de az adatbázisban lévő képek 3 csatornás R-NIR-R formátumban 

mentődtek). Az adatbázist összesen 60 nyers kép alkotta, amelyeken vegetációs átfedések 

is láthatók és pixel szinten meghatározható a gyom, a növény és háttérben a talaj. Annak 

ellenére, hogy ez az adatkészlet viszonylag kicsinek mondható, mégis felhasználható a 

gyomokon végzett gépi tanulás modellek értékeléséhez (McCool et al., 2017; Fawakherji 

et al., 2019). 

 

Gyomtérkép adatbázis 

A Gyomtérkép adatbázis (Weed Map Dataset) (Sa et al., 2018) és a weedNet adatbázis 

(Sa et al., 2017) létrehozása is egy kutatócsoport nevéhez köthető. Feltehetőleg ez a 

legnagyobb nyilvánosan elérhető multispektrális légi adatbázis a cukorrépa gyomjainak 

szegmentálása és térképezése tekintetében. Két drónt, egy négy (550 nm, 660 nm, 735 



ZSEBŐ S.- MILICS G. – KOVÁCS A. J. 

140 

nm, 790 nm) és egy ötcsatornás (475 nm, 560 nm, 668 nm, 717 nm, 840 nm) 

multispektrális kamerával szereltek fel, a repülés pedig 10 méteren történt a 

cukorrépatábla felett. A repülés magába foglal nyolc nagy felbontású ortomozaikos képet, 

pixel szintű gyom-, növény- és háttér-azonosítást. Ez az adatbázis egy új mércét jelenthet 

a nagy felbontású ortomozaikos gyomtérképek gépi tanulás algoritmusának 

kialakításához, mivel rengeteg kép áll rendelkezésre a detektálási és tanulási folyamathoz. 

 

Képek feldolgozása 

A képfeldolgozás sikerességét döntően befolyásolja a gyomok sűrűsége és a rájuk 

jellemző tulajdonságok, a változó fényviszonyok az adott területen, a kultúrnövények és 

gyomnövények leveleinek átfedése, a növények különböző növekedési szakaszai stb. 

(Lin, 2009; López-Granados, 2011; Romeo et al., 2013). A megfelelő képfeldolgozási 

módszerekkel azonban kiszűrhetőek a kedvezőtlen környezeti tényezők. A talajokat és 

egyéb nem zöld színű jellemzőket csökkenteni tudjuk kameraszűrőkkel és különböző 

típusú kamerákkal (Astrand et al., 2005).  

A hiperspektrális képosztályozási problémák megoldására számos osztályozási 

módszerrel próbálkoznak a kutatók, mint a tartóvektor gép (support vector machine - 

SVM) (Melgani et al., 2004), K-legközelebbi szomszéd (K-nearest neighbour method) 

(Blanzieri et al., 2008), döntési fa (decision tree) (Delalieux et al., 2012), extrémen tanuló 

gép (extreme learning machine - ELM) (Su et al., 2017) és még sok más (Vijayalakshmi 

et al., 2020).  Golhani et al. (2018) kutatásukban neurális hálózati technikákat használtak 

a hiperspektrális adatok feldolgozásához, különleges hangsúlyt fektetve a 

növénybetegségek kimutatására. 

 

Indexek 

A képek feldolgozása, osztályozása a legtöbb esetben valamilyen indexszám alapján 

történik, hogy könnyebben lehessen dolgozni a rendelkezésre álló adatokkal. Az 

indexszámok elemzésénél kiemelkedő jelentősége van az összehasonlíthatóságnak. Az 

azonos jellegű, azonos mértékegységű adatoknál ez egyszerű módon megoldható, például 

viszonyszámokkal. Gyakran azonban szükség van a közvetlenül nem összesíthető 

adatokra vonatkozó átlagos változás meghatározására (Havasy et al., 1996). Ezeket a 

módszereket a precíziós gazdálkodásnál is alkalmazzák. 
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1969-ben az első vegetációs index megalkotását követően napjainkban már jóval több, 

mint 100 található belőlük (Jinru et al., 2017). A vegetációs indexeket a képek 

szegmentálásánál használják, amikor detektálni szeretnék a mezőgazdasági táblákon 

található gyomokat (Montalvo et al., 2012). A nyers RGB csatornákat és a kinyert 

vegetációs indexeket elsősorban a növényzet háttértől való kiszűrésére használják (Kazmi 

et al., 2015). A vegetációs indexek segítségével az élő növények könnyen elkülöníthetőek 

az elhalt, élettelen dolgoktól, így azokat már nem veszik figyelembe a képfeldolgozás 

során, ezáltal szűrni tudják a vizsgálandó adatmennyiséget (Jinru et al., 2017). Az összes 

vegetációs index közül az NDVI-t használják a legszélesebb körben. Az NDVI vegetációs 

index egy dimenziómentes mérőszám, amely egy adott terület vegetációs aktivitását 

fejezi ki. Értékét a növényzet által a közeli infravörös (NIR) és a látható vörös (RED) 

sugárzási tartományban visszavert intenzitások különbségének és összegének hányadosa 

szolgáltatja, az NDVI korrelál a területet takaró növényzet fajlagos klorofill tartalmával 

(Mika et al., 2011). 

A zöld indexek vagy Otsu (1979) módszerének a használata egy klasszikus megoldás a 

gyomnyomás és a környezeti fényváltozások által okozott hatások csökkentésére.  

Bár számos növényt és feltételt tanulmányoztak a légi felvételezések során, a legtöbb 

kutatásnál az alábbi négy változót vizsgálták a leggyakrabban: 

- Vegetációs indexek (NDVI, GNDVI stb.) Espinoza et al., (2017); Soubry et al., (2017) 

kutatásaikban bizonyos vegetációs tulajdonság változatosságát elemezték. 

- Fotokémiai reflektációs index (Photochemical reflectance index - PRI) Delalieux et 

al., (2014); Stagakis et al., (2012) a levelekben található karotinoid pigmentek 

visszatükröződési változásait kutatták. 

- A levélzet és a levegő hőmérséklete közötti különbséget vizsgálta Gonzalez-Dugo et 

al. (2013), néhány tanulmány pedig közvetlenül a levélzet hőmérsékletét vizsgálta, 

mint például Espinoza et al. (2017). 

- A növény vízstressz indexel (crop water stress index – CWSI) kapcsolatban sok 

kutatást végeztek, mint Park et al. (2017); Poblete et al. (2018), amely a levél 

hőmérséklete és a levegő hőmérséklete közti különbségen alapszik, amit a 

páranyomás hiánya (vapor pressure deficit - VPD) szabályoz (Zarco-Tejada et al., 

2013).  

Azért ezt a négy változót vizsgálták a leggyakrabban a kutatók, mert a vegetációs 

indexek segítségével sikerült kiszűrni az élő-élettelen dolgokat, ráadásul bizonyos 
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esetekben már a zöld szín reflektancia alapján elkülöníthetőek voltak a gyomok a 

kultúrnövénytől. Ha ezzel a detektálási móddal nem lehetett valid eredményeket kapni, 

akkor további indexek vizsgálatával próbáltak különbségeket találni a növények között. 

Erre megfelelő megoldást jelenthetett a fotokémiai reflektációs index, a vízstressz index 

vagy éppen a levélzet-levegő közti különbség vizsgálata (Gonzalez-Dugo et al. 2013; 

Delalieux et al., 2014; Espinoza et al., 2017; Poblete et al. 2018). 

 

Egyéb gyomfelismerési módszerek 

A gyomok kimutatására és osztályozására újabb technika a fluoreszcens markerek 

használata, melyet magára a magra vagy az aktuális kultúrnövényre juttatnak ki. Raja et 

al. (2019) négy különböző technikával foglalkoztak, melyek a következők: 

szisztematikus markerek, fluoreszensz fehérjék, növényjelölések és topical markerek. 

A LiDAR (Light Detection and Ranging) egy távérzékelési technika, ahol a távolságok 

mérésére kerül sor az érzékelő és a detektálandó objektum között. Andújar et al. (2013) 

a LiDAR alapú detektálási eljárással a kukorica sorközökben található négy főgyomot 

(Sorghum halepense, Cyperus rotundus, Datura ferox és Xanthium strumarium) 

vizsgálták.  

 

KÖVETKEZTETÉSEK ÉS ÖSSZEGFOGLALÁS 

 

A gyomok pontos feltérképezése alapvető fontosságú a gyomsűrűség becsléséhez, 

valamint a precíziós gyomszabályozás megvalósításához. A mély tanulásos szemantikus 

szegmentálás ígéretes technikának tűnik, azonban szűk keresztmetszete, hogy a 

mezőgazdasági képeket pixelszintre nem lehet lebontani. Ebből is látszik, hogy a 

precíziós gyomfelismerés legkritikusabb szakasza az adatok feldolgozása, mivel a 

begyűjtött képekből tudjuk a gyomok elhelyezkedését meghatározni, valamint az eltérő 

visszaverődési értékek alapján végezhetjük a szegmentálási folyamatot (Asad et al., 

2019).  

Ideális körülmények között és a gyomok fejlődésének egy bizonyos időpontját 

figyelembe véve a jelenlegi képfeldolgozási technikák nagyon reményteli osztályozási 

eredményeket mutatnak. Azonban sok kihívással is szembe kell nézni ezzel kapcsolatban.  

A növények levelei és a gyomok a késői fejlődési szakaszban gyakran átfedik egymást, 

emiatt megkülönböztethetetlenekké válnak. Lottes et al. (2016), Dyrmann et al. (2017), 
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Ahmad et al. (2018), kutatásaiknál kisebb-nagyobb sikerrel az átfedéseket okozta 

problémák megoldására különböző osztályozási eljárásokat alkalmaztak.   

Néha bizonyos anyagok vagy károsítók változtathatják meg a levelek morfológiai, 

texturális vagy spektrális tulajdonságait, a különböző növekedési szakaszokban is ez 

történik (Shaner et al., 2014). Ez a feladat továbbra is megoldásra vár, mivel a mai napig 

kevés kutatás foglalkozott ezzel a kérdéskörrel. Egy általánosan elfogadott megközelítés 

az osztályozási modell képzése különböző növekedési fázisokban (Hassanein et al., 

2018; Rumpf et al., 2012). 

További fejtörést okoz a természetes fényviszonyok változása. A különböző 

megvilágítási viszonyok eltérő színekhez, árnyékokhoz, tükröződésekhez stb. vezetnek, 

ami nagyban megnehezíti a szegmentálási, osztályozási algoritmusok kialakítását. Tang 

et al. (2016), Zheng et al. (2009), Hamuda et al. (2018) az algoritmusok hatékonyságának 

növelése érdekében különböző színtérmodelleket használtak. 

Azonban minden lehetséges opciót figyelembe véve új dimenziót jelenthet a 

mesterséges intelligencia mezőgazdaságban történő megjelenése. Előnye, hogy 

kiválthatja az élő munkaerőt, az emberek számára komplex, bonyolult feladatokat is 

pillanatok alatt képes elvégezni, folyamatos tanulásra képes és nagy segítséget jelenthet 

a gyomfelismerési feladatoknál (Patrício et al., 2018; Pathan et al., 2020; Tripathi et al., 

2022).        

Bár még mindig számos megválaszolatlan kérdés vetődik fel, ígéretes jövőnek nézünk 

elébe a gyomdetektálás és osztályozás terén, mivel számtalan kutató és kutatócsoport 

összpontosítja erre a tématerületre az erejét. 
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SUMMARY 

 

One of the keys to success in crop production is adequate weed management. In this 

article, we have a look at the weed detection and classification methods provided by 
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precision farming, with special attention to the spectral reflectance by weeds. We review 

and discuss experiments in different cultivated plants in the field and in an artificial 

environment. The used evaluation methods along with their advantages and 

disadvantages are presented. Results obtained by the use of artificial intelligence are also 

examined, representing a potential breakthrough technology in the future for weed 

detection and classification. The goal of this review is to explore the current state, future 

challenges, and solutions of precision weed control.  

Keywords: precision (site-specific) weed management, weed detection, classification, 

artificial intelligence 
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